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САЖЕТАК: У раду су представљени
резултати класификациjе хиjерархиjски
организованог корпуса докумената на српском
jезику коришћењем методе подржаваjућих
вектора (МПВ, енгл. Support Vector Mac-
hine, SVM ). Примењене су две технике
класификациjе изведене из методе МПВ са
структурним излазом: вишекласна равна (енгл.
flat) и хиjерархиjска класификациjа. Модел
заjедничке репрезентациjе документа и клaсе
или хиjерархиjе класа коjима документ припада,
специфичан за оваj облик МПВ методе, базиран
jе на н-грамима баjтова различите дужине.
Коришћене су четири tf-idf статистике коjе
одређуjу значаjност н-грама за одређени
документ. Описане технике и статистике
тестиране су на хиjерархиjски структуираном
подскупу Ебарт корпуса новинских текстова.
Добиjени резултати за оба типа класификатора
на нивоу целог корпуса су приближни, док
на нивоу поjединачних класа хиjерархиjски
тип класификатора показуjе боље резултате за
већину класа са малим броjем текстова.
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1. Увод

Kласификациjа текста jе jедан од задатака истраживања текста (енгл. text
mining) – области рачунарске лингвистике коjа обухвата скуп техника за
издваjање корисне, скривене, претходно непознате информациjе из текстуалних
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докумената. У случаjу класификациjе текста скривена информациjа jе
припадност текста, према садржаjу, jедноj или већем броjу класа из
предефинисаног скупа класа (Manning and Schütze, 1999). Класификациjа може
да се спроведе ручно, али jе таj поступак временски захтеван и скуп. С обзиром
на широку распрострањеност брзих рачунара, аутоматска класификациjа
постала jе основ за ефикасну обраду великих колекциjа докумената и откривање
знања садржаног у њима.

У аутоматскоj или полуаутоматскоj класификациjи текста углавном се
користе два различита приступа: приступ заснован на лексичко-семантичким
jезичким ресурсима и приступ заснован на машинском учењу. Системи прве
врсте користе лексичко-семантичке мреже, као што су WordNet (Miller, 1995)
и FrameNet (Johnson et al.), уз ресурсе и алате какви су електронски
речници и лексикон граматике (Gross, 1997), семантичке онтологиjе, онтологиjе
именованих ентитета и властитих имена. Ови jезички ресурси омогућуjу
развоj модела класификациjе за морфолошки и деривационо изузетно богат
jезик какав jе српски. Класификатор се наjчешће ручно гради на основу
богатих морфолошких, синтаксичких и семантичких информациjа садржаних
у лексичким ресурсима (Scott and Matwin, 1998) и не захтева се постоjање
скупа класификованих текстова коjи би се користили за учење класификатора.
За разлику од ових, системи коjи користе други приступ подразумеваjу
постоjање класификованих корпуса текстова подељених на скуп за учење и
скуп за тестирање. На основу података за учење граде се класификатори
(класификациони модели, функциjе припадности класи) применом разних
статистичких метода, нпр. баjесовске класификациjе (Eyheramendy et al., 2003),
условних случаjних поља (McCallum and Pereira, 2001), скривених Mарковљевих
модела (Yi and Beheshti, 2013), или метода заснованих на подржаваjућим
векторима, неуронским мрежама (Sebastiani, 2002), наjближим суседима (Yang
and Pedersen, 1997), дрветима одлучивања (Quinlan, 1996), итд. Посебно jе
значаjан вишеjезични EuroVoc класификатор JEX (Steinberger et al., 2013) коjи
се састоjи од обучених класификатора за 22 различита jезика Европске униjе.

Одабир методе, па и самог приступа проблему класификациjе текста зависи
од два кључна фактора: доступности jезичких ресурса и доступности података
за обучавање. Уколико jезички ресурси, као што су лексикони, речници и
граматике, семантичке мреже постоjе, има смисла користити приступ заснован
на њима. Оваj приступ мора да узме у обзир карактеристике и специфичности
сваког jезика на коjи се примењуjе, па тако у случаjу српског jезика, чињеницу
да користи два алфабета (ћирилични и латинични), да jе правопис фонолошки
заснован, да jе морфолошки систем богат, ред речи у реченици слободан, систем
слагања веома сложен (Vitas et al., 2003). Све ове карактеристике чине да су
кораци претходне обраде, као што су избор и издваjање своjстава на основу
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коjих се врши класификациjа (енгл. feature selection, feature extraction) доста
сложени. Уколико корпуси потребни за обучавање алгоритама – у случаjу
класификациjе текстова то су базе класификованих текстова – постоjе или
их jе лако и jефтино направити, погодно jе применити приступ заснован на
машинском учењу. Техникама машинског учења класификатор се генерише
аутоматски, „учењем“ карактеристика класа на основу скупа података за учење
придружених свакоj класи. То су подаци коjи су ручно класификовани у
класе од стране експерта из домена. Након процеса подучавања (тренирања,
учења), класификатор наjчешће аутоматски генерише скуп правила коjа треба
да задовољава податак да би био класификован у одређену класу.

У зависности од броjа класа, класификациjа може бити бинарна, када су
дефинисане само две могуће класе или вишекласна, када jе дефинисано више
могућих класа. У зависности од тога да ли се класе могу преклапати или не,
класификациjа може бити jеднозначна (енгл. single-label), када jедном податку
може бити додељена тачно jедна класа или вишезначна (енгл. multi-label),
када jедном податку може бити додељена jедна, ни jедна или више класа,
односно класе се могу преклапати. Према структури коjа дефинише односе међу
класама, класификациjа може бити хиjерархиjска или нехиjерархиjска. Уколико
се у току процеса класификациjе класе посматраjу самостално без икакве
структуре коjа дефинише односе између њих, тада се ради о нехиjерархиjскоj
класификациjи. Када броj различитих класа, или броj података унутар
jедне класе постане jако велики, jављаjу се проблеми тачног и ефикасног
претраживања и управљања подацима на нивоу jедне класе. У том случаjу,
класе се наjчешће организуjу у стаблолике структуре и уводи се хиjерахиjска
структура међу њима (Sun and Lim, 2001) (нпр. Yahoo хиjерархиjа).

У (Graovac, 2013) и (Pavlović-Lažetić and Graovac, 2010) приказана jе
метода класификациjе докумената на српском jезику заснована на српском
WordNet-у (Krstev et al., 2004) развиjеном за српски jезик у оквиру Групе за
jезичке технологиjе на Математичком факултету Универзитета у Београду1 и
примењена jе на корпус новинских текстова Ебарт2. Коришћени су и други
jезички ресурси развиjени за српски jезик у оквиру Групе – електронски речник
(Vitas and Krstev, 2005), лексикон граматике (Vitas et al., 2003), онтологиjа
властитих имена (Krstev et al., 2005).

У радовима (Graovac et al., 2015; Graovac, 2014a; Graovac and Pavlović-
Lažetić, 2014; Graovac, 2014b) приказане су методе класификациjе засноване
на машинском учењу коjе користе н-грамску методу за представљање текста
и методу к наjближих суседа (енгл. k nearest neighbors, kNN ) за изградњу
класификатора. Методе су jезички независне, примењене су на корпусе текстова
1 www.matf.bg.ac.rs/$\sim$cvetana/LT-pregled.html
2 http://www.arhiv.rs/novinska-arhiva/

Инфотека, год. 16, бр. 1–2, август 2016. 7

www.matf.bg.ac.rs/$\sim $cvetana/LT-pregled.html
http://www.arhiv.rs/novinska-arhiva/


Ковачевић J., Граовац J., „Н-грамски заснована класификациjа текста...“, стр. 5–24

наjраспрострањениjих писама и jезика, различитих лексичких, морфолошких,
синтаксичких и правописних карактеристика (енглески, кинески, арапски,
шпански), веома су jедноставне и показале су веома добре резултате. Посебно,
у (Graovac, 2012) приказана jе примена н-грамске методе машинског учења на
класификациjу текстова на српском jезику и корпусу новинских текстова Ебарт.
Класификациjа jе вишекласна, вишезначна и нехиjерархиjска. У овом раду
по први пут jе примењена метода структуралних подржаваjућих вектора на
класификациjу текстова на српском jезику (Ебарт корпус). Над „равним“ (енгл.
flat) корпусом дефинисана jе хиjерархиjска структура класа а из самог корпуса
издвоjен jе подскуп докумената коjи по садржаjу одговараjу тим класама.
Затим су над овим хиjерархиjски организованим корпусом примењене две
технике класификациjе, изведене из методе МПВ са структуралним излазом:
вишекласна (равна, flat) класификациjа (избор jедне од већег броjа класа)
и хиjерархиjска класификациjа (избор хиjерархиjе класа коjима документ
припада). Модел заjедничке репрезентациjе документа и клaсе или хиjерархиjе
класа коjима документ припада, специфичан за оваj облик МПВ методе,
базиран jе на н-грамима баjтова различите дужине.

Наjзад, на основу података за тестирање евалуиран jе модел и одређена
jе тачност резултата коришћењем jедне од стандардних мера у области
претраживања информациjа – Ф1 мере коjа комбинуjе одзив (енгл. recall) и
прецизност (енгл. precision) (Tan et al., 2006).

У даљем тексту рада биће прво приказан Ебарт корпус – наjвећа
дигитална медиjска документациjа у Србиjи, као и хиjерархиjски организован
подкорпус издвоjен из Ебарт корпуса за потребе тестирања метода хиjерархиjске
класификациjе (део 2.).

Затим ће бити приказана у основним цртама коришћена методологиjа (део
3.): метода МПВ са структурним излазом и њена прилагођавања за примену
на вишекласну и хиjерархиjску класификациjу (тачка 3.1), концепт н-грама
баjтова (тачка 3.2) и специфични н-грамски начин заjедничког представљања
документа и класе (односно хиjерархиjе класа) коjоj документ припада као и
кораци учења и тестирања у примени ове методе (тачка 3.3). Мере евалуациjе
уведене су у тачки 3.4.

Главни резултат рада – резултат класификациjе текстова – биће приказан
у делу 4.. Биће приказани и резултати евалуациjе и однос према сродним
(упоредивим) резултатима. Наjзад, у делу 5. интерпретираћемо и дискутовати
добиjене резултате, утицаj примењених метода и могућности усавршавања.
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2. Подаци (Dataset)

Ебарт (www.arhiv.rs/novinska-arhiva/) представља наjвећи архив новинских
текстова савременог српског jезика у дигиталном облику. Он постоjи од 2003.
године и до данас jе у њему ускладиштено више од 2.000.000 текстова из
штампаних медиjа. Актуелна архива jе класификована на тематске целине по
угледу на уобичаjене новинске рубрике: политика, спољна политика, друштво,
економиjа, хроника, култура, забава, спорт, медиjи, фељтон, писма читалаца,
и друго. У циљу тестирања методе подржаваjућих вектора на проблему
хиjерархиjске класификациjе текстова, из „равног“ Ебарт корпуса jе издвоjен
хиjерархиjски организован подкорпус коjи смо назвали ЕбартХиер. ЕбартХиер
обухвата све чланке из дневног листа Политика, обjављене од 2003. до 2006.
године, коjи припадаjу рубрикама Политика, Друштво, Економиjа и бизнис,
Светска привреда и финансиjе, Култура, Наука и технологиjа, као и чланке
из листа Спортски журнал (обjављене од 2003. до 2006) коjи припадаjу
рубрикама Кошарка и Фудбал. Сви документи коjи припадаjу по тематици
сличним рубрикама/класама, груписани су у заjедничку класу на вишем нивоу
хиjерархиjе. Тако су настале класе Политика и друштво, Економиjа, Култура и
наука и Спорт. Овако добиjени корпус се карактерише дрволиком структуром
приказаном на Слици 1.

Слика 1. Приказ дрволике структуре ЕбартХиер корпуса. Сваком имену класе
придружен jе броj коjим се та класа нумерише. У листовима, у угластим заградама,
приказан jе броj докумената у свакоj класи

.

Класе су непреклапаjуће (jедан документ може припадати само jедноj
класи) и сваки документ се може класификовати само у класу коjа припада
листу хиjерархиjе. Корпус се карактерише изразито неравномерном расподелом
докумената по класама (видети Слику 1). Средња вредност дужине свих
докумената у корпусу jе 327,75 речи у документу (наjкраћи документ има 7
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а наjдужи 2576 речи). На Слици 2 jе приказан хистограм средњих вредности
дужина докумената (као и дужине наjкраћег и наjдужег документа) по свим
класама. Сви документи су представљени латиничним писмом коришћењем
UTF-8 кодне шеме.

3. Методологиjа

3.1 Метод структуралних подржаваjућих вектора

Метода подржаваjућих вектора (МПВ) се показала веома ефикасном у
класификациjи текстова (Joachims, 1998). У овом раду биће примењена метода
структуралних подржаваjућих вектора (МСПВ, (Tsochantaridis et al., 2004)) коjа
представља генерализациjу МПВ методе на структурални излаз, коjи може бити
у облику низа, стабла, усмереног ацикличког графа итд.

Слика 2. Хистограм средњих дужина докумената у класама. У заградама су додатно
приказане дужине наjкраћег и наjдужег документа у свакоj класи

Пре него што представимо МСПВ методу, биће дат преглед основне
МПВ методе за бинарну класификациjу из угла класификациjе текстова.
Стандардни приступ у обучавању предиктора за бинарну класификациjу
jе учење дискриминантне функциjе (енгл. Discriminant function) F (x) и
класификовање улазног вектора x на основу знака функциjе F (x). С обзиром да
линеарне методе обично имаjу ефикасне алгоритме за обучавање, уобичаjено jе
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претпоставити да jе функциjа F (x) линеарна, односно да се може представити
у облику F (x) = 〈ω, x〉, где jе ω вектор параметара коjи се уче a „〈. . . 〉“
ознака за скаларни производ. Улазни вектор x може помоћу неке функциjе
Ψ бити пресликан у други простор и у том случаjу дискриминантну функциjу
записуjемо F (x) = 〈ω, Ψ(x)〉.

Бинарни класификатор може да предвиди да ли дати текст припада
одређеноj класи или не, што значи да његов излаз може бити −1, уколико текст
не припада датоj класи, или 1, у супротном. Уколико желимо да знамо коjоj
класи текст припада из датог скупа класа, окрећемо се методама коjе предвиђаjу
структурални излаз, конкретно МСПВ. У основноj МПВ методи закључивање
о излазу y за дати улаз x се врши на основу знака дискриминаторне функциjе,
односно sgn(F (x)) = y, где jе y ∈ {−1, 1}. Било би идеално када бисмо и за
структурални случаj могли да пронађемо функциjу F (x) коjа тачно пресликава
скуп улазних података (у овом случаjу текстова) у скуп излазних података (у
овом случаjу класа). С обзиром да jе веома тешко конструисати баш такву
функциjу, идеjа jе конструисати функциjу F : X × Y → R коjа би мерила
колико добро излаз y одговара улазу x.

Желимо да функциjа F буде таква да што jе веће F (x, y), то излаз
y боље одговара улазу x, односно у конкретном случаjу, дата класа боље
одговара датом тексту. У овоj генерализациjи, дискриминантна функциjа
постаjе функциjа два аргумента, улаза и излаза, F (x, y), при чему излаз ниjе
из скупа {−1, 1} већ може представљати низ, стабло, граф итд. Ако са Y
означимо скуп свих могућих излаза, без обзира у ком jе облику излаз (низ,
стабло, граф, ...), МСПВ предвиђа излаз (класу) коjи наjбоље одговара улазу
(тексту) тj. предвиђа излазни вектор y коjи максимизира вредност функциjе F
за дати улазни вектор x. Прецизниjе, МСПВ предвиђа излаз на основу следеће
jедначине: y∗ = argmax

y∈Y
(F (x∗, y)). Аналогно са МПВ, и у МСПВ претпостављамо

да jе функциjа F линеарна по ω, као и да се векторски пар улаз-излаз (x, y) може
погодниjе представити пресликавањем помоћу неке функциjе Ψ , у неки други
простор, па стога функциjу F можемо записати као F (x, y) = 〈ω, Ψ(x, y)〉.

Функциjа Ψ представља заjеднички, векторски запис за jедан пар (x, y) и њен
облик зависи од скупа података над коjима се метода примењуjе. На пример,
jедна од примена МСПВ jесте одређивање („предвиђање“) дрвета извођења дате
реченице у датоj (формалноj) граматици и у том случаjу, улазни податак x
би представљао вектор речи коjе се поjављуjу у реченици, излазни податак
би представљао дрво извођења у датоj граматици, а функциjа Ψ(x, y) би била
заjедничка репрезентациjа реченице и њеног дрвета извођења. Та заjедничка
репрезентациjа би могла да буде вектор чиjа димензиjа одговара укупном броjу
правила у граматици, укључуjући и правила извођења свих речи из скупа за
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обучавање. Сваки елемент овог вектора би одговараo jедном од свих могућих
правила те граматике, а вредност на свакоj позициjи вектора одговарала би
укупном броjу поjављивања (у дрвету извођења) правила коjе одговара тоj
позициjи. Пример репрезентациjе вектора Ψ(x, y) у овом случаjу приказан jе
на Слици 3.

Слика 3. Пример заjедничке репрезентациjе улаза и излаза конструисан по узору на
сличан пример извођења у енглескоj граматици из (Tsochantaridis et al., 2004)

У примеру приказаном на Слици 3, вектор x чине речи дате реченице („Мали
пас jури велику мачку“), а вектор y дрво извођења у датоj формалноj граматици.
Вектор Ψ(x, y) означава да jе у извођењу реченице правило S → NPV P
примењено jеданпут, правило S → NP ниjедном, правило V P → V NP jеданпут,
правило NP → AdjN два пута и тако даље, правило V → juri jеданпут.

Постоjе различите формулациje МСПВ методе (Tsochantaridis et al., 2005), а
у овом раду коришћена jе такозвана формулациjа са jедном „лабавом“ (енгл.
slack) променљивом са рескалирањем маргине (Joachims et al., 2009). Како
jе при подучавању класификатора добро да маргина коjа раздваjа инстанце
различитих класа буде што шира а како jе, са друге стране, могуће да неке
инстанце при томе буду погрешно класификоване, ова формулациjа МСПВ
подучава параметре класификатора у зависности од jедне позитивне константе
C коjа контролише нагодбу између минимизациjе грешке над скупом за
подучавање и максимизациjе маргине (ова константа биће посебно анализирана
у даљем раду). Описани алгоритам има полиномиjалну сложеност по броjу
примера за подучавање, што jе доказано у (Joachims et al., 2009).
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3.2 Н-грами

Ако jе дата ниска симбола s = s1s2...sN над азбуком Σ, н-грам ниске s (за N ,
н природне броjеве) дефинише се као било коjа подниска суседних симбола ниске
s дужине н. Над азбуком Σ може се дефинисати укупно |Σ|н различитих н-
грама, при чему jе |Σ| величина (кардиналност) азбуке Σ. Овако представљени
н-грами могу бити дефинисани на нивоу речи, карактера или баjта. На пример,
2-грами (уобичаjен назив биграми) над ниском „dela, ne reči“ на нивоу речи
садржаће само два биграма, „dela ne“ и „ne reči“ а биграми карактера (азбука Σ
jе латинична), биће de; el; la; a,; ,_; _n; ne; e_; _r; re; eč; či. Ако су карактери
кодирани UTF-8 кодном схемом, слово „č“ кодирано jе са два баjта чиjи jе
декадни садржаj 196 141, редом, карактер „ ” (space, белина) кодиран jе jедним
баjтом чиjи jе садржаj декадни броj 32, итд, па jе цела ниска у рачунару записана
низом баjтова чиjа jе декадна вредност 100 101 108 97 44 32 110 101 32 114
101 196 141 105. Дакле, у случаjу jезика над латиничном азбуком, н-грами на
нивоу баjта и нивоу карактера су веома слични с обзиром на чињеницу да jе
jедан карактер обично представљен jедним баjтом. Разлика jе обично и у скупу
карактера коjи се разматраjу (н-грами на нивоу карактера обично не узимаjу у
обзир разлику између малих и великих слова, интерпункциjу, цифре и размаке),
а разлика jе посебно значаjна када се користи ћирилично писмо или друга
писма као што су арапско, кинеско, и сл. Н-грами баjтова и н-грами карактера
се равноправно користе за репрезентациjу текстова у решавању различитих
задатака из области истраживања података (Kešelj et al., 2003; Abou-Assaleh
et al., 2004; Reddy and Pujari, 2006; Santos et al., 2011; Lui et al., 2014), са
сличним резултатима. Мада н-грами баjтова понекад немаjу придружен смисао,
посебно за човека (на пример, када садрже само jедан од два баjта коjима jе
представљен jедан карактер), за њихову екстракциjу ниjе неопходно поседовати
информациjу о кодноj шеми коjа jе коришћена за запис текста па зато они
представљаjу поjедностављену репрезентациjу за рад рачунара. У овом раду
ми ћемо користити н-граме баjтова.

Када се користе у процесу обраде природних jезика, неке од добрих особина
коjе н-грами показуjу су релативна неосетљивост на правописне грешке, азбука
знакова jе унапред позната, независност од jезика и садржаjа, извршавање у
jедном пролазу, не захтева се никакво лингвистичко предзнање, и сл. Основни
проблем код коришћења н-грама jе експоненциjални броj њихових могућности
у односу на кардиналност азбуке. Ако jе Σ азбука енглеског jезика и ако се
у разматрање укључи и знак за празнину, онда jе |Σ| = 27. Ако се прави
разлика између малих и великих слова и ако се у разматрање укључе цифре,
онда jе |Σ| = 63. Jасно jе да ће многи алгоритми са н-грамима бити веома
скупи са становишта израчунљивости већ за н = 5 или н = 6 (на пример,
броj различитих 5-грама над азбуком Σ jе 635 ∼ 109). Коришћење модела и
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техника заснованих на н-грамима у процесу обраде природних jезика показало
се као ефикасан приступ. Оваj приступ нашао jе примену у оквиру задатка
претраживања информациjа (De Heer, 1974), компресиjе текста (Wísniewski,
1987), откривања и исправљања правописних грешака (Zamora et al., 1981),
откривање ауторства текста (Kešelj et al., 2003) и друго.

3.3 Репрезентациjа података

За потребе овог истраживања развиjена су два класификатора коjи за основу
имаjу оригинални МСПВ алгоритам и међусобно се разликуjу по начину на коjи
су излазни подаци, односно класе текстова, представљени. Оба класификатора
користе исту репрезентациjу улазних података, н-грамима на нивоу баjта. Свака
позициjа у вектору н-грама jеднака jе вредности tf-idf статистике за дати н-
грам. Статистика tf-idf (енгл. term frequency – inverse document frequency) jе
обично дефинисана тако да рефлектуjе колико jе неки н-грам важан за документ
у оквиру неког корпуса. Ова мера пропорционално расте са порастом броjа
поjава н-грама у документу, али опада са порастом броjа његових поjава у целом
корпусу. За документ ће бити значаjниjи они н-грами коjи имаjу већу вредност
tf-idf статистике, односно они н-грами коjи се чешће jављаjу у том документу
али се не jављаjу често у целом корпусу. Постоjе разне вариjанте за рачунање
вредности tf и idf, а у овом раду су коришћене следеће мере (Manning et al.,
2008)

1. classic tf-idf : tf · log ( n
nk+1 )

2. log tf-idf : 1 + log (tf) · log ( n
nk+1 )

3. boolean1 tf-idf : log ( n
nk+1 )

4. boolean2 tf-idf : log (1 + n
nk

)

при чему tf представља нормализовану фреквенциjу н-грама у припадаjућем
документу, n представља укупан броj докумената у целом корпусу а nk
представља броj оних докумената у корпусу у коjима се бар jедном поjављуjе
посматрани н-грам.

Репрезентациjа излазних података односно класа код развиjених
класификатора се разликуjе. Сваком тексту ЕбартХиер корпуса придружена
jе jедна класа коjа се налази у листу ЕбартХиер хиjерархиjе. У првом
класификатору, свака класа jе представљена као jединствени природни
броj, не узимаjући притом у обзир повезаност класа кроз хиjерархиjу.
Ако класе нумеришемо редом као на Слици 1, скуп Y сводимо на скуп
{1, 2, 3, 4, 5, 6, 7, 8}. На оваj начин основну МСПВ методу сводимо на вишекласни
равни класификатор. Вектор Ψ(x, y), заjедничка репрезентациjа улазног и
излазног податка, у првом класификатору jе димензиjе p ·q, где jе p укупан броj

14 Инфотека, год. 16, бр. 1–2, август 2016.



Научни рад

различитих н-грама, односно димензиjа вектора x, а q купан броj различитих
класа корпуса. На таj начин, свака класа добиjа своj блок у ком се налазе нуле,
уколико дати текст не припада датоj класи, или вредности улазног вектора
x, у супротном. На пример, ако текст x припада класи k, тада ће заjедничка
репрезентациjа имати следећи облик:

Ψ(x, y) =

[
0, . . . , 0︸ ︷︷ ︸
класа 1

, . . . , x1, . . . , xp︸ ︷︷ ︸
класа k

, . . . , 0, . . . , 0︸ ︷︷ ︸
класа q

]

У другом класификатору, свака класа jе представљена као вектор чворова
у ЕбартХиер хиjерархиjи. Сваком чвору одговара jедна позициjа у вектору,
при чему се на некоj позициjи налази „1“ ако се дати чвор поjављуjе у
путањи од корена хиjерархиjе до листа дате класе, а „0“ у супротном. У
нашем примеру (Слика 1), класа економиjа и бизнис била би представљена
као (0, 0, 1, 0, 0, 0, 0, 0, 0, 1, 0, 0, 1). На оваj начин МСПВ методу сводимо на
хиjерархиjски класификатор.

Вектор Ψ(x, y) jе у другом класификатору димензиjе p · r, где jе p
укупан броj различитих н-грама, односно одговара димензиjи вектора x, а
r укупан броj различитих чворова хиjерархиjе. На таj начин, сваки чвор
добиjа своj блок у коме се налазе нуле, уколико дати текст не припада класи
коjа садржи дати чвор, или вредности улазног вектора x, у супротном. На
пример, ако текст x припада класи економиjа и бизнис, представљеноj са
(0, 0, 1, 0, 0, 0, 0, 0, 0, 1, 0, 0, 1), тада ће заjедничка репрезентациjа имати следећи
облик Ψ(x, y) = [0, 0, x, 0, 0, 0, 0, 0, 0, x, 0, 0, x] где jе 0 = [0, . . . , 0︸ ︷︷ ︸

p пута

], а вектор

x одговара улазном вектору. Основна разлика у репрезентациjи вектора
Ψ(x, y) између равног и хиjерархиjског класификатора jе у томе што равни
класификатор третира све класе поjединачно, док хиjерархиjски узима у
обзир да су класе део дрволике хиjерархиjе. Ова разлика се осликава на
заjедничку репрезентациjу улазног и излазног податка, вектор Ψ(x, y), коjи jе
различитих димензиjа за два случаjа: код равног класификатора резервисане
су позициjе за сваку класу (коjа се налази у листовима хиjерархиjе) док су код
хиjерархиjског класификатора резервисане позициjе за сваки чвор хиjерархиjе
класа, укључуjући и листове, и унутрашње чворове и корен.

3.4 Опис имплементациjе

Оба класификатора су настала прилагођавањем jавно доступног и
бесплатног оквира за МСПВ методу SVMstruct3. SVMstruct jе доступан у разним
3 http://www.cs.cornell.edu/people/tj/svm_light/svm_struct.html
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програмским jезицима а овде jе била коришћена имплементациjа у програмском
jезику C. Прилагођавање основне имплементациjе подразумевало jе, између
осталог, допуњавање постоjећих структура за улазни вектор x и излазни
вектор y, имплементациjу функциjе за генерисање вектора Ψ(x, y) (заjедничке
репрезентациjе улазног вектора x и излазног вектора y), имплементациjу
функциjе коjа дефинише меру тачности и имплементациjу функциjе за
евалуациjу квалитета класификатора.

Подаци су припремани на следећи начин:

1. за сваки текст jе алатом Text::Ngrams (Kešelj et al., 2003) генерисан низ н-
грама баjтова коjе он садржи као и колико се пута сваки н-грам баjтова
поjављуjе. Генерисани су подаци за н-граме баjтова дужине {2, 3, 4, 5, 6, 7}.

2. имплементиран jе скрипт коjи jе за сваки текст на основу н-грама генерисао
улазни вектор x у формату коjи захтева класификатор SVMstruct.

3.5 Опис експеримента

Целокупан корпус текстова подељен jе на скуп за подучавање и скуп
за тестирање у односу 2:1, што jе jедан од наjчешћих начина поделе у
класификациjи текстова (Bellotti and Crook, 2009). Од укупно 60.637 текстова,
скуп за подучавање jе сачињавало 40.426 а скуп за тестирање 20.211 текстова.
Расподела текстова по класама такође прати ову размеру и приказана jе у
Табели 1.

Класа Скуп за подучавање Скуп за тестирање Цео корпус
1 10681 5340 16021
2 7173 3586 10759
3 12290 6145 18435
4 772 386 1158
5 9172 4586 13758
6 140 70 210
7 32 15 47
8 166 83 249

Укупно 40426 20211 60637

Табела 1. Броj текстова у скупу за подучавање и скупу за тестирање по класама

Сваки текст ЕбартХиер корпуса представљен jе н-грамима баjтова на основу
коjих се изграђуjе векторска репрезентациjа погодна за улаз у класификатор,
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такозвани улазни вектор x. Сваком н-граму баjтова из корпуса одговара jедна
позициjа у вектору x, а вредност на тоj позициjи jеднака jе вредности jедне
од 4 tf-idf статистике за одговараjући н-грам баjтова. У зависности од дужине
н-грама баjтова (n ∈ {2 . . . 7}) и од одабране tf-idf мере (classic, log, boolean1,
boolean2), генерисано jе 24 репрезентациjе корпуса (n = 2, мера=classic, ..., n =
7, мера=classic, n = 2, мера=log, ..., n = 7, мера=log, ...,n = 2, мера=boolean1, ...,
n = 7, мера=boolean1, n = 2, мера =boolean2, ..., n = 7, мера=boolean2). У
свакоj репрезентациjи, скупови за подучавање и тестирање се састоjе од истих
текстова како би се могли међусобно поредити.

У намери да испитамо да ли jедан тип класификатора даjе боље резултате за
одређену дужину н-грама баjтова или за одређену tf-idf статистику, извршили
смо равну и хиjерархиjску класификациjу за сваку репрезентациjу корпуса на
следећи начин:

1. Извршена jе 10-унакрсна валидациjа (енгл. cross validation) на скупу за
подучавање коjом jе одређена оптимална вредност параметра C.

2. За добиjену вредност параметра, подучаван jе класификациони модел на
целом скупу за подучавање.

3. Тестирање и евалуациjа модела спроведени су на скупу за тестирање.

Након добиjених резултата тестирања, извршено jе поређење перформанси
добиjених модела.

3.6 Евалуациjа

Да би се анализирале перформансе МСПВ метода хиjерархиjске
класификациjе, користимо неке од уобичаjених мера квалитета класификациjе
– прецизност (енгл. precision), коjа се дефинише као проценат примера коjи
су исправно класификовани међу свим примерима коjи су додељени одређеноj
класи, одзив (покривање, енгл. recall) коjи дефинише колико примера за
тестирање из дате класе класификатор може да препозна и Ф-мера (енгл.
F-measure, F1 ), коjа се дефинише као хармониjска средина прецизности и
одзива (Baeza-Yates et al., 1999):

Precision =
TP

TP + FP
Recall =

TP

TP + FN

F1 =
2 · Precision ·Recall
Precision+Recall

при чему jе TP (True Positives) броj тачно позитивно класификованих
докумената, TN (True Negative) броj тачно негативно класификованих
докумената, FP (False Positive) броj погрешно позитивно класификованих
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докумената и FN (False Negative) броj погрешно негативно класификованих
докумената.

Ове мере су дефинисане за случаj бинарне класификациjе (када постоjе
само две класе). У случаjу када се класификациjа врши на више од две класе,
потребно jе извршити усредњавање ових мера по свим класама. То може да
буде урађено на два начина: може се тражити макропросек, где се свакоj класи
придаjе исти значаj, и микропросек, где се фаворизуjу класе коjе садрже већи
броj докумената. Код макропросека се наjпре израчунава вредност мере за сваку
класу поjединачно, а затим се врши усредњавање тих вредности по броjу класа.
Код микропросека се израчунаваjу вредности за TP, TN, FP и FN за сваку
класу поjединачно. Затим се израчунаваjу вредности TP, TN, FP и FN као суме
свих TP, TN, FP и FN за све класе редом. На краjу се израчунава вредност мере
за добиjене сумиране вредности TP, TN, FP и FN. У овом раду користићемо
микропросек Ф-мере (микро-Ф1). Основни недостатак ових мера jе подjеднако
кажњавање грешака на разним нивоима хиjерархиjе.

4. Резултати

На ЕбартХиер корпус примењене су две вариjанте МСПВ методе: у jедноj се
спроводи равна класификациjа, тj. не узима се у обзир да су класе хиjерархиjски
повезане, а у другоj се спроводи хиjерархиjска класификациjа. За текстове
корпуса генерисанo jе 6 различитих н-грамских репрезентациjа, за н-граме
баjтова дужине н из скупа {2, . . . , 7}, за 4 различите tf-idf мере приказане у
поглављу 3.3. Над сваким овако добиjеним скупом за подучавање, за оба типа
класификатора, извршена jе 10-унакрсна валидациjа коjом jе одређен параметар
класификатора C из скупа вредности 10−2 до 102 са кораком 10, коjи даjе
наjбоље резултате.

На Слици 4 приказани су резултати евалуациjе оба типа класификатора,
представљени микро-Ф1 мером, за корпус представљен н-грамима баjтова
дужине од 2 до 7 и за све 4 tf-idf мере, док су комплетни нумерички подаци
приказани у Табели 2. Оба типа класификатора (равни и хиjерархиjски)
показуjу тенденциjу да класификатори са мером classic имаjу лошиjе
перформансе од осталих. Вредности микро-Ф1 мере су за остале мере
приближне, при чему разлике микро-Ф1 мере различитих класификатора за
исту меру скоро нигде не прелазе 1% (осим за меру classic, за n=2 и n=3 где
редом износе 2,32% и 1,66%).

Перформансе наjбољих класификатора за оба типа (равни и хиjерархиjски)
анализиране су и по класама. Међу равним класификаторима, наjвећу вредност
микро-Ф1 мере имао jе класификатор за меру boolean1 за текстове представљене
6-грамима баjтова (микро-Ф1мера износи 90,43%) а за хиjерархиjски за меру
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boolean2 за текстове представљене 4-грамима баjтова (микро-Ф1 мера износи
90,17%). С обзиром да jе броj текстова по класама различит (наведен на Слици
1), класе се могу поделити у две групе: „велике“ (1, 2, 3 и 5) и „мале“ (4, 6,
7, 8). Резултати су представљени на Слици 5. Резултати за „велике“ класе су
приближни за оба типа класификатора, док су разлике знатно изражениjе за
мале класе. Наjбољи хиjерархиjски класификатор много боље предвиђа „мале“
класе 6 и 7. Наjвећу тачност наjбољи класификатори оба типа показуjу за „малу“
класу означену са 8 (фудбал).

Слика 4. Резултати евалуациjе два типа класификатора (flat-равног и hier-
хиjерархиjског) за различите улазне податке (дужине н-грама баjтова од 2 до 7) и
различите мере

flat classic log boolean1 boolean2
n=2 46.53% 81.46% 82.71% 83.25%
n=3 47.08% 88.27% 88.70% 89.28%
n=4 49.33% 90.05% 90.02% 89.18%
n=5 50.35% 90.05% 89.23% 89.77%
n=6 50.89% 89.60% 90.43% 89.74%
n=7 51.12% 88.88% 89.88% 89.60%

hier classic log boolean1 boolean2
n=2 44.21% 81.75% 82.04% 82.45%
n=3 45.42% 88.34% 88.86% 89.24%
n=4 48.61% 89.39% 89.58% 90.17%
n=5 49.84% 89.46% 89.57% 89.70%
n=6 50.65% 89.84% 89.47% 89.78%
n=7 51.01% 89.88% 89.68% 89.69%

Табела 2. Перформансе равног (flat, табела са леве стране) и хиjерархиjског (hier,
табела са десне стране) класификатора за различите репрезентациjе улазног корпуса
приказани мером микро-Ф1
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5. Закључак

Класификациjа текстова на српском jезику из хиjерархиjски организованог
корпуса, применом методе подржаваjућих вектора показуjе приближне
резултате за равну и хиjерархиjску вариjанту, за сваку tf-idf меру.

Слика 5. Резултати евалуациjе наjбољих класификатора оба типа (flat-равног и hier-
хиjерархиjског) по класама. Приказан jе и броj текстова у корпусу за сваку класу

Укупно наjбољи резултат добиjен jе равном вариjантом класификатора
за boolean1 меру и износи 90,43%. Ово jе нешто бољи резултат од раниjе
публикованог резултата за н-грамску класификациjу равно организованог
подскупа Ебарт корпуса за коjи jе израчуната вредност микро-Ф1 мере 88,5%
(Graovac, 2012). Хиjерархиjска класификациjа даjе нешто боље резултате од
равне за неке „мале“ класе.

Хиjерархиjска класификациjа даjе резултате слабиjе од очекиваних. Разлог
за то се може тражити у плиткоj хиjерархиjи са малим броjем докумената,
али такође и у коришћеноj мери евалуациjе. При евалуациjи резултата
класификациjе, посебно хиjерархиjске, ниjе довољно преброjати промашаjе већ
jе потребно проценити и њихову тежину, односно растоjање предвиђене од тачне
класе.

Имаjући то у виду, очекуjемо да ће се бољом, хиjерархиjскоj класификациjи
прилагођеном мером евалуациjе као и богатиjом хиjерархиjом докумената
постићи резултати коjи превазилазе резултате равне класификациjе (Silla et al.,
2011).

20 Инфотека, год. 16, бр. 1–2, август 2016.



Научни рад

Литература

Abou-Assaleh, Tony, Nick Cercone, Vlado Kešelj, and Ray Sweidan. “N-gram-based
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and lexical resources in developing Serbian wordnet”. Romanian Journal of In-
formation Science and Technology, vol. 7, no. 1–2 (2004): 147–161. Accessed
September 1, 2015. http://xn--c1azn.xn--90a3ac/LicnePrezentacije/ivan_
obradovic/Radovi/RJIS_2004.pdf.
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ference, April 21-23, 2005, Poznań, Poland, ed. Zygmunt Vetulani, 116–119.
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